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2.1퍼셉트론 
 

디지털 컴퓨터는 빠르고 정확한 논리 소자를 연결하여 회로를 구성하여 중앙집중 방식으로 

순차적인 정보처리를 수행한다. 이에 반해서 뇌는 느리고 부정확한 소자를 아주 많은 수를 

사용한 망 구조를 이용하여 분산적으로 정보를 저장하고 병렬적인 정보처리를 수행한다. 

전자의 장점은 빠르고 정확한 계산은 잘 수행하고 문제 해결 지식이 있으면 이를 

프로그래밍함으로써 해결할 수 있다는 것이다. 반면에 뇌는 정확한 프로그래밍은 어려우나 

데이터로부터 학습을 잘 수행하는 특성이 있다.  

     신경망 모델은 뇌의 구조를 모사한 정보처리 방식으로서 이미 1958년에 Rosenblatt이 

퍼셉트론 학습 모델을 제시함으로써 학습이 가능함을 보였다.  퍼셉트론은 생물학적 

신경세포인 뉴런이 수상돌기를 통해서 입력을 받아 축색돌기를 통해서 출력을 생성하는 

과정을 수학적으로 모델링한 인공뉴런이다. 퍼셉트론의 입력을 라 하고 시냅스 가중치를

라 하면 퍼셉트론의 가중치를 곱한 입력의 합 s는 다음과 같이 계산된다.  

 

   

 
여기서 은 바이어스 항이라 한다.  으로 놓을 수 있으므로, 항상   

의 값을 갖는 특수한 0번째 입력을 추가하여 식을  간략화한 것이다.  

 

 

 
그림 1. 퍼셉트론의 구조 

 



     퍼셉트론은 입력의 총합이 임계치를 넘으면 +1을 출력하고 그렇지 않으면 -1을 

출력하는 활성화 함수를 가진다.  

   

따라서 Rosenblatt의 퍼셉트론은 하나의 선형임계뉴런(LTU, Linear Threshold Unit)으로 

구성된 신경망이다. 후에 나오는 다수의 뉴런으로 구성된 다층퍼셉트론과 명확히 구별하기 

위하여 경우에 따라서는 퍼셉트론을 단순 퍼셉트론(Simple Perceptron)이라 부르기도 한다.  

 

 

 
그림 2.  Simple Perceptron 의 작동 원리 

 

     LTU로 된 단순 퍼셉트론의 학습 원리가 그림 1에 나와 있다. 먼저 가중치를 임의의 

값으로 초기화 한후 학습 패턴  를 입력하여  퍼셉트론 출력  가 목표 출력 와 같으면 

가중치를 변경하지 않고, 다르면 가중치를 변경하는 방식으로 학습한다.  퍼셉트론 출력이 

목표 출력과 일치하지 않는 경우는 다음과 같이 두 가지가 있으며 각각의 경우 가중치 변경 

규칙을 다음과 같다.  

• 목표 출력  인데 인 경우: 가중치 를 로 증가시킨다  

• 목표 출력  인데 인 경우: 가중치 를 로 감소시킨다 

 

이와 같은 방식으로 학습예를 반복적으로 관측하면서 가중치를 변경하면 선형분리가 가능한 

분류 문제의 경우 올바른 분류기를 학습해 낼 수 있음을 증명할 수 있다. 이를 퍼셉트론 학습 

규칙이라고 한다. 

 



 
그림 3. Simple Perceptron 의 학습 원리 

 

2.2델타 알고리듬 

 
선형 퍼셉트론은 linear unit활성화 함수를 사용하는 퍼셉트론이다. 그 학습 규칙은 유도할 

수 있으며 이를 델타 규칙이라 한다. 학습 데이터가 N개 주어졌다고 하자.  

 

 

 

여기서  는 d번째 학습예이다. 가중치 벡터 w를 갖는 하나의 선형 유닛은 다음과 

같은 계산을 한다.  

 

 

학습 데이터집합 에 대한 오차 은 다음과 같이 정의된다.  

 

 

 

여기서 d번째 학습예 하나에 대한 오차 는 그 목표 출력값 과 실제 출력값 의 

차이 제곱에 비례하도록 정의된다.  

     학습은 오차를 줄여주는 방향으로 시냅스 가중치를 교정함으로써 이루어진다. 학습예가 

하나 주어질 때마다 가중치를 수정한다고 하면 그 학습 규칙은 다음과 같이 주어진다.  

 

 



 

가중치  가 오차 에 미치는 영향을 분석하기 위해서 오차를 가중치에 대해서 미분하면 

다음과 같은 식을 얻는다.  

 

 

 

 

위에서 첫번째 식은 오차  가 출력값 에 관한 함수임을 이용하여  를 곱하고 

다시 나눔으로써 연쇄규칙을 유도한 것이다. 둘째 식은 오차  을 적용한 

것이다.  

정리하면 학습식은 다음과 같이 주어진다.  

 

 

 

식에서 는 학습율(learning rate)이다. 이를 델타 규칙이라 한다.  

 

 
 

     델타 규칙이 제대로 동작하는지를 알아보기 위해서 원하는 출력이 y = 1이라고 하자. 

그런데 현재의 신경망 출력이 f = 0.6이라면 로서  는 양수값으로 

커짐을 알수 있다(학습률이 양수, f(1-f)도 양수, 입력값들 도 양수임을 고려). 즉 현재 

출력값 0.6보다 더 큰 출력 1.0을 출력하도록 가중치가 더 커지는 것을 알수 있다.  한편, 

원하는 출력이 y = 0이라고 하자. 그런데 현재의 신경망 출력이 f = 0.6이라면 

로서  는 음수가 됨을 알 수 있다(학습률이 양수, f(1-f)도 양수, 



입력값들 도 양수임을 고려). 따라서 현재출력값 0.6보다 더 작은 출력 0을 

출력하도록 가중치가 더 작아지며 이는 원하는 목적을 구현하는 것임을 알수 있다.    

 

시그모이드 뉴런의 델타 규칙 
 

위에서 살펴본 선형 퍼셉트론은 선형 분리가 가능한 패턴분류 문제는 해결이 가능하다. 

그러나 복잡한 문제를 풀기 위해서는 비선형 결정 경계를 생성하는 것이 필요하다. 미분이 

가능하기 위해서는 연속함수일 필요가 있다. 비선형이면서 미분이 가능한 연속함수로서 

찾아진 것이 시그모이드 (sigmoid) 뉴런이다. 여기서는 시그모이드 뉴런 하나로 구성된 단순 

신경망의 학습을 먼저 살펴보자. 다음 절에서는 다층신경망으로의 확장을 살펴볼 것이다. 

     시그모이드 뉴런 신경망의 경우 선형 퍼셉트론과 마찬가지로 가중치 입력을 계산한다. 

다른 점은 입력의 총합을 그대로 출력하지 않고 비선형의 시그모이드 전이 함수를 거쳐서 

출력한다는 것이다.  

 

 

 
 

시그모이드 함수 는  의 입력 구간 s에 대해서 출력을  의 구간으로 

변환해 준다. 이 함수의 이름이 시그모이드인 것은 변환의 모양이 S자이기 때문이다.  입력의 

값에 대해서 출력을 0과 1 사이에 압축해 주기 때문에 이를 압축함수(squashing 

function)라고 부르기도 한다. 입력값이 0이면 출력은 0.5이고 입력이 양의 무한대이면 1로 

수렴하고 음의 무한대로 가면 0으로 수렴한다. 시그모이드는 연속 함수이므로 미분이 

가능하며 이는 다음과 같이 간단한 모양으로 주어진다.  

 

 
 

 

 
그림 4.  Sigmoid Unit 

 

     이전과 마찬가지로 학습 데이터가 N개 주어졌다고 하자.  

 



 

 

시그모이드 유닛은 다음과 같이 두 단계의 계산을 한다.  

 

 

 

여기서 는 d번째 학습예에 대한 입력과 가중치를 곱한 값의 총합이고 는 

시그모이드 유닛의 출력값이다.  

오차는 다음과 같이 정의된다.  

 

 

 

 

학습은 오차를 줄여주는 방향으로 시냅스 가중치를 교정함으로써 이루어진다. 학습예가 하나 

주어질 때마다 가중치를 수정한다고 하면(온라인 수정) 그 학습 규칙은 다음과 같이 주어진다.  

 

 

 

이제 오차를 가중치에 대해서 미분하면 다음과 같은 식을 얻는다.  

 

 

 

 

위에서 첫번째 식은 오차 가 시그모이드 유닛 출력값 에 의존하고 시그모이드 

출력값은 다시 입력총합 에 의존한다는 것을 이용하여 연쇄규칙을 적용한 것이다. 

두번째 식에서 세번째 식으로의 전개는 다음을 이용하였다.  

 



 

 

 

정리하면 학습식은 다음과 같이 주어진다.  

 

 

 

이 식은 시그모이드 뉴런을 출력으로 가진 퍼셉트론의 학습 규칙이다. 이 식을 선형 퍼셉트론 

식과 비교해 보면 시그모이드를 미분한 항 가 추가된 것 외에는 동일함을 알 

수 있다.  

 
 

2.3다층퍼셉트론 
 

복잡한 패턴 분류를 위해서는 입출력간의 복잡한 변환 구조를 만들어 낼 수 있어야 한다. 

이를 위해서는 다수의 비선형 뉴런을 결합하거나 다층의 뉴런들을 사용할 필요가 있다.  그림 

5는 다수의 뉴런을 사용하고 뉴런층을 추가함으로써 점차 복잡한 구조의 의사결정 

경계(decision boundary)를 만들어 낼 수 있음을 보여준다. 뉴런을 하나만 사용할 경우에는 

선형분리 가능한 결정 경계선만을 만들 수 있다. 그러나 두 개의 뉴런을 결합함으로써 

XOR와 같은 비선형 분리가능한 결정선을 만들어 낼 수 있다. 뉴런층을 추가함으로써 다각형 

모양의 경계선을 생성할 수 있으며 이는 보다 복잡한 임의의 패턴 분류를 가능하게 한다. 

  

 

 
그림 5. Need for multiple units and multiple layers 

  
    다층퍼셉트론은 여러개의 퍼셉트론 뉴런들로 구성된 뉴런을 여러층 쌓은 다층 신경망 

구조이다. 각 층안에서는 뉴런간 연결이 없고 인접한 두 층의 모든 뉴런들간에는 완전 

연결되는 망 구조를 가리킨다. 다층신경망에서는 입력층으로부터 출력층으로 한방향으로만 

활성화되기 때문에 이를 완전연결 순방향망(fully-connected feed-forward 



network)이라고 하기도 한다.  데이터  가 입력층에 주어지면 다음 층의 뉴런들은 그 

가중치와 곱해지고 합해져서 총합이 계산된 후 시그모이드 함수를 통해서 출력값이 결정된다.  

   

 

여기서  는 시냅스후 뉴런이고  는 시냅스전 뉴런이다. 층별 활성화값은 이와 같이 

순차적으로 계산되어 마지막 출력뉴런층의 값이 계산된다. 

  

 

 
그림 6. 다층퍼셉트론 신경망(MLP) 

 

 

다층퍼셉트론은 다음 세 가지의 혁신을 통해서 선형 퍼셉트론의 한계를 극복하는 모델이다.  
 

o 시그모이드 뉴런 
o 은닉뉴런층 추가   
o 은닉층 학습방법 

 

시그모이드 활성 함수를 도입함으로써 선형 모델에서 비선형 모델로 확장이 가능하였다. 

또한 시그모이드는 연속함수여서 미분이 가능하다. 이를 통해 은닉뉴런층에서의 학습을 

가능하게 하는 오류역전파 알고리즘 개발도 가능하게 되었다.  

     다층신경망 모델은 입력층, 은닉층, 출력층으로 구성된 뉴런들의 망이다. 입력 뉴런 i의 출력 

 는 모든 은닉 뉴런 h와의 연결가중치 를 통해서 전달된다 . 또한 은닉뉴런 h의 출력은 

모든 출력 뉴런 k의 입력으로 연결선 를 통해서 전달된다. 다층퍼셉트론 모델의 

매개변수는 로서 여기서 는 입력층과 은닉층을 연결하는 가중치 벡터이고  

은 은닉층과 출력층을 연결하는 가중치 벡터이다. 입력 뉴런에 입력값 벡터 가 주어지면 
파라메터인 가중치 벡터 를 사용하여 은닉층 뉴런들을 활성화하고 이는 다시 출력층 

뉴런들을 활성화하여 최종적으로 출력값 벡터 를 계산한다.  

 
   
 



k번째 출력 뉴런의 활성화 값 의 계산과정을 식으로 쓰면 다음과 같다.  

 

 
 

여기서 은닉뉴런 h의 출력값 은 입력값 에 가중치 를 곱하여 더하고  
 

 
 

시그모이드 함수 로 변환함으로써 결정된다.  
 

 
 

마찬가지로 출력뉴런의 값 은 은닉뉴런의 출력값 에 가중치 를 곱하여 더하고  
 

 
 

시그모이드함수 로 변환하여 활성화 값 을 구한다.  
 

 
 

다층퍼셉트론은 주어진 학습데이터에 대한 오류함수를 최소화하도록 매개변수 벡터 를 
최적화함으로써 학습한다. 다음 절에서는 다층 퍼셉트론 출력값의 오류 최소화를 위한 가중치 

교정 함수, 즉 학습식을 유도한다. 

 

2.4오류역전파  알고리듬 
 
출력 뉴런의 값  f는 목표 출력 y와 비교되어 차이가 계산된다(이 절에서는 식을 간소화하기 

위해서 와  대신에 와 로 쓰기로 한다). 이 에러를 교정하기 위해 시냅스 

가중치들을 변경하며 이 식은 앞에서 구한 단순 퍼셉트론의 경우와 같다. 즉 출력 뉴런에 

대한 가중치 변경은 다음과 같이 일어난다.  

 

 
 

 

 

 



 
그림 7. From perceptron to multilayer perceptron (MLP; Artificial Neural Network) 

 

       위의 층을  층이라 하자. 바로 아래의 층에 있는 뉴런들 i의 활성화값 

로부터 층의  j번째 뉴런의 총입력값 은 다음과 같이 표시된다.  

   

 
따라서 

 

 

한 개의d번째 학습예에 대한 오차함수는 Ed로 정의한다. 

 
출력층  층에 있는 j번째 뉴런의 델타값 를 다음으로 정의한다.  

 

 

 

   

 
 

 
 



경우 1: 출력층  층에 있는  j번째 뉴런에 연결된 시냅스의 경사도는 다음과 같이 계산된다.  

 

  

 
 

 
그림 8. Backpropagation Learning Algorithm 

 
경우 2: 은닉층  층에 있는  j번째 뉴런들의 가중치는 다음 식에 의해서 수정된다.  

 

 

 

여기서 델타 값 은 위층 층에 있는 뉴런들의 델타값 으로부터 다음과 같이 

재귀적으로 계산된다.  

 

 

 

 

 



 

일반적으로,  층의  j번째 뉴런에 연결된 시냅스 가중치 벡터의 변경식은  

 

 

 

 

학습 가속화 방법 

 

 
 

 
 
 
 
 
 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

오차역전파(error back-propagation) 학습 알고리듬 
Given: 학습데이터 , 학습률 , 다층퍼셉트론 구조  

Find: 다층퍼셉트론 연결가중치  

Procedure: 다층퍼셉트론 학습  
1. 연결가중치 를 임의의 작은 값으로 초기화 한다.  
2. 입력 데이터  하나를 입력층에 넣고 활성화값을 전방으로 전달하면서 

출력값 를 계산한다.  

3. 각 출력뉴런 k에 대한 오차 를 

계산한다( ).  

4. 출력뉴런 k에 대한 연결가중치 값의 증분 을 계산한다.  

5. 은닉뉴런 h에 대한 오차 를 계산한다.  

6. 은닉뉴런 h에 대한 연결가중치의 증분 를 계산한다.  

7. 가중치의 값을 모두 수정한다.  

 
 

     
 



2.5 활용 사례 

 
다층신경망은 다양한 감독학습 문제에 활용될 수 있다. 특히 입력과 출력이 다차원인 경우를 

모두 다룰 수 있다. 또한 입력과 출력이 이산값과 연속값의 어떤 값을 가져도 모두 다룰수 

있다.  MNIST 데이터셋의 경우 입력은 숫자 이미지의 픽셀값들의 벡터로 주어지고 출력은 

0부터 9까지의 숫자 클래스 값이다. 얼굴 인식 문제를 다룰 경우, 입력은 얼굴 영상에 대한 

픽셀값들이고 출력은 얼굴의 고유번호에 해당되는 클래스 라벨이 된다. 음소를 인식하는 

음성 인식에 적용할 경우 입력값들은 음성신호에서 추출한 특징벡터이고 출력은 음소의 

클래스가 된다. 다층신경망을 이용하여 만약 스팸 메일 여과기를 만든다면 입력은 메일에 

나오는 단어들에 대한 빈도수 벡터가 되고 출력은 스팸인지 아닌지를 판별하는 두 개의 

클래스 값이 될 것이다.    

 
그림 9.  Application Examples 


